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Informacje wstępne 
 

Drzewa decyzyjne są metodą indukcyjnego uczenia się pojęć i reprezentacji hipotez. 

Drzewo decyzyjne jest strukturą złożona z węzłów, gałęzi i liści (węzłów terminalnych).  

Węzły odpowiadają testom przeprowadzanym na wartościach atrybutów, gałęzie odpowiadają wynikom tych testów, 

a liście – etykietom kategorii (klas).  

Przykładowe drzewo decyzyjne z testami binarnymi, dla dwóch kategorii i czterech atrybutów: 
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Drzewo decyzyjne 

 
 
 

 
 
 

 Drzewo decyzyjne jest strukturą złożona z węzłów, gałęzi i 

liści (węzłów terminalnych) 

 

 Węzły odpowiadają testom przeprowadzanym na 

wartościach atrybutów, gałęzie odpowiadają wynikom 

tych testów, a liście – etykietom klas 

 

 Drzewo konstruowane jest iteracyjnie. W każdej iteracji 

zachodzi podział zbioru danych na dwa podzbiory 

 

 Drzewo binarne – z każdego węzła wychodzą tylko dwie 

gałęzie (test daje dwa wyniki)  

 



 

Klasyfikacja nowego przykładu 

 
 
 

 
 
 

Określenie klasy przykładu za pomocą drzewa decyzyjnego polega na przejściu od korzenia do jednego z liści.  

W odwiedzanych węzłach wykonujemy związane z nimi testy i poruszamy się po gałęziach odpowiadających uzyskiwanym wynikom. 
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Zstępujący schemat konstrukcji drzew decyzyjnych 
 

 

 

 Zaczynając od korzenia (poziom 0) przemieszczamy się do kolejnych poziomów podejmując decyzje o 

utworzeniu liścia bądź węzła.  

 Jeśli kryterium stopu jest spełnione tworzony jest liść i na podstawie podzbioru przykładów, które do niego 

dotarły ustalana jest jego etykieta.  

 W przeciwnym przypadku tworzony jest węzeł i wybierany jest dla niego test. 



 

Kryterium stopu i ustalenie etykiety 
 

 

Liść tworzony jest w przypadkach gdy: 

 aktualny zbiór przykładów zawiera wyłącznie przykłady jednej klasy; wtedy do etykiety liścia wpisuje się 

symbol tej klasy, 

 wyraźna większość przykładów z aktualnego zbioru przykładów ma tę samą klasę; wtedy do etykiety liścia 

wpisuje się symbol tej klasy, 

 wyczerpał się zbiór testów; wtedy do etykiety liścia wpisuje się symbol klasy domyślnej. 

  



 

Rodzaje i liczba testów 
 

 testy tożsamościowe – sprawdzamy wartość atrybutu; wynikiem testu jest wartość atrybutu,  

np. dla atrybutu wiatr wynikiem testu może być słaby lub silny (N, P) 

Liczba możliwych testów – tyle ile jest atrybutów 
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Test dla atrybutów: 
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P – porządkowych,  
C – ciągłych 

 



 

Rodzaje i liczba testów 
 

 testy tożsamościowe – sprawdzamy wartość atrybutu; wynikiem testu jest wartość atrybutu,  

np. dla atrybutu wiatr wynikiem testu może być słaby lub silny (N, P) 

Liczba możliwych testów – tyle ile jest atrybutów 

 testy równościowe (N, P) 










  jeśli   

 jeśli   

vxa

vxa
xtest

)(0

)(1
)( ,    gdzie a jest atrybutem przykładu x, v jest jedną z możliwych wartości atrybutu 

Liczba możliwych testów – możliwych testów dla jednego atrybutu jest tyle ile ten atrybut ma wartości  

 testy przynależnościowe (N, P, C) 










  jeśli   

 jeśli   

Vxa

Vxa
xtest

)(0

)(1
)( ,   gdzie V jest podzbiorem wartości atrybutu 

Liczba możliwych testów – możliwych testów dla jednego atrybutu jest tyle ile podzbiorów V zdefiniujemy  

Test dla atrybutów: 
N – nominalnych,  
P – porządkowych,  
C – ciągłych 

 



 

Rodzaje i liczba testów 
 

 testy tożsamościowe – sprawdzamy wartość atrybutu; wynikiem testu jest wartość atrybutu,  

np. dla atrybutu wiatr wynikiem testu może być słaby lub silny (N, P) 

Liczba możliwych testów – tyle ile jest atrybutów 

 testy równościowe (N, P) 










  jeśli   

 jeśli   

vxa

vxa
xtest

)(0

)(1
)( ,    gdzie a jest atrybutem przykładu x, v jest jedną z możliwych wartości atrybutu 

Liczba możliwych testów – możliwych testów dla jednego atrybutu jest tyle ile ten atrybut posiada wartości  

 testy przynależnościowe (N, P, C) 










  jeśli   

 jeśli   

Vxa

Vxa
xtest

)(0

)(1
)( ,   gdzie V jest podzbiorem wartości atrybutu 

Liczba możliwych testów – możliwych testów dla jednego atrybutu jest tyle ile podzbiorów V zdefiniujemy  

Test dla atrybutów: 
N – nominalnych,  
P – porządkowych,  
C – ciągłych 



 

Rodzaje i liczba testów 
 

 testy podziałowe (N, P, C) 





















mVxam

Vxa

Vxa

xtest

)(

...

)(2

)(1

)(
2

1

 jeśli

 jeśli

 jeśli

,    

Liczba możliwych testów – możliwych testów dla jednego atrybutu jest tyle ile podzbiorów V zdefiniujemy  

 testy nierównościowe (P, C) 










  jeśli   

 jeśli   

pxa

pxa
xtest

)(0

)(1
)( ,   gdzie p jest wartością progową z przeciwdziedziny atrybutu  

Liczba możliwych testów – możliwych testów dla jednego atrybutu jest tyle ile przyjmuje on różnych wartości w zbiorze  

uczącym minus 1 

  

Test dla atrybutów: 
N – nominalnych,  
P – porządkowych,  
C – ciągłych 

gdzie parami rozłączne zbiory V1, V2, …, Vm stanowią wyczerpujący podział 

przeciwdziedziny atrybutu 

 

 



 

Rodzaje i liczba testów 
 

 testy podziałowe (N, P, C) 





















mVxam

Vxa

Vxa

xtest

)(

...

)(2

)(1

)(
2

1

 jeśli

 jeśli

 jeśli

,    

Liczba możliwych testów – możliwych testów dla jednego atrybutu jest tyle ile podzbiorów V zdefiniujemy  

 testy nierównościowe (P, C) 










  jeśli   

 jeśli   

pxa

pxa
xtest

)(0

)(1
)( ,   gdzie p jest wartością progową z przeciwdziedziny atrybutu  

Liczba możliwych testów – możliwych testów dla jednego atrybutu jest tyle ile przyjmuje on różnych wartości w zbiorze  

uczącym minus 1 

  

Test dla atrybutów: 
N – nominalnych,  
P – porządkowych,  
C – ciągłych 

gdzie parami rozłączne zbiory V1, V2, …, Vm stanowią wyczerpujący podział 

przeciwdziedziny atrybutu 

 



 

Rodzaje i liczba testów 
 

Liczba możliwych testów nierównościowych  

 

 

  



 

Rodzaje i liczba testów 
 

Liczba możliwych testów nierównościowych 

 

 

  



 

Rodzaje i liczba testów 
 

Liczba możliwych testów nierównościowych 

 

 

 
  



 

Rodzaje i liczba testów 
 

Liczba możliwych testów nierównościowych 

 

 

  



 

Rodzaje i liczba testów 
 

Liczba możliwych testów nierównościowych 

 

 

  



 

Rodzaje i liczba testów 
 

Liczba możliwych testów nierównościowych 

 

 

  

Liczba testów dla x1: N – 1  
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Liczba testów dla x1: N – 1 

Liczba testów dla x2: N – 1  



 

Rodzaje i liczba testów 
 

Liczba możliwych testów nierównościowych 

 

 

 
 

Liczba testów dla x1: N – 1 

Liczba testów dla x2: N – 1 

Liczba wszystkich testów: 

Lt  (N – 1) n 

W naszym przypadku: 

Lt = 212 = 42 



 

Kryterium wyboru testu 
 

Test powinien dzielić zbiór przykładów tak, aby po podziale zróżnicowanie klas w podzbiorach było maksymalne. 

Jako miary rozkładu klas w zbiorze przykładów (miary zanieczyszczenia węzła, miary informacji w zbiorze) używa się: 
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gdzie pk jest proporcją liczby przykładów z klasy k (NA,k) do liczby wszystkich przykładów w zbiorze A (NA): 
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Kryterium wyboru testu 
 

Przyrost informacji wynikający z zastosowania testu t do podziału zbioru przykładów A na podzbiory B i C: 
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gdzie I(.) jest zanieczyszczeniem węzła, a N oznacza liczbę przykładów w odpowiednim zbiorze. 
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Wybierz test maksymalizujący przyrost informacji 
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Kryterium wyboru testu 
 

Przykład.  

Dany jest zbiór przykładów opisanych atrybutem ciągłym masa i nominalnym kolor.  

Nr przykładu 1 2 3 4 5 6 7 8 9 10 

Masa 2 6 4 8 7 6 1 6 8 8 

Kolor R B R G G R B B B G 
Klasa 0 0 1 1 1 0 0 1 1 0 

Ustal zbiór testów kandydujących S i wybierz najlepszy test. 

Testy dla kolor: kolor = R, kolor = G, kolor = B. 

Testy dla masa:  

1. Sortujemy wartości masy: 1 | 2 | 4 | 6 6 6 | 7 | 8 8 8 

2. Wyznaczamy progi p: 1.5, 3, 5, 6.5, 7.5  

3. Testy kandydujące: masa  1.5, masa  3, masa  5, masa  6.5, masa  7.5   

Zbiór S kolor = R kolor = G kolor = B masa  1.5 masa  3 masa  5 masa  6.5 masa  7.5 
Przykłady zaliczające 1 3 6 4 5 10 2 7-9 7 1 7 1 3 7 1-3 6-8 1-3 5-8 

Przykłady niezaliczające 2 4 5 7-10 1-3 6-9 1 3-6 1-6 8-10 2-6 8-10 2 4 5 6 8-10 4 5 9 10 4 9 10 

It         
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Przycinanie drzewa 
 

Przycinanie drzewa – zastępowanie wybranych węzłów (a tym samym całych poddrzew) liśćmi, którym przypisuje się 

kategorię większości przykładów uczących, związanych z eliminowanym węzłem. 
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Przycinanie drzewa 
 

Przycinanie drzewa – zastępowanie wybranych węzłów (a tym samym całych poddrzew) liśćmi, którym przypisuje się 

kategorię większości przykładów uczących, związanych z eliminowanym węzłem. 

 Przycinanie drzewa redukuje efekt przeuczenia (mały błąd uczący, duży testowy). 

 Alternatywą przycinania jest zapobieganie nadmiernemu wzrostowi w trakcie konstrukcji drzewa poprzez tworzenie liści 

w miejsce węzłów (z etykietą kategorii większościowej).  

 Zazwyczaj przycinanie realizowane jest w sposób wstępujący, tzn. w pierwszej kolejności rozważa się przycięcie węzłów 

położonych najniżej w drzewie. Podstawowe znaczenie ma kryterium przycinania, które decyduje, czy węzeł będzie 

zastąpiony liściem. 

 Najczęściej kryterium przycinania jest błąd na oddzielnym zbiorze przykładów (niezależnym od zbioru trenującego). 

Przycięcie następuje, jeśli na tym oddzielnym zbiorze liść uzyskuje błąd nie większy, niż błąd poddrzewa. 
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Plan prezentacji 
 

 

 

Część 1 

1. Informacje wstępne 

2. Idea 

3. Konstrukcja drzewa klasyfikacyjnego 

4. Proces klasyfikacji za pomocą drzewa 

5. Testy w węzłach drzewa 

6. Przycinanie drzewa 

 

Część 2 

7. Drzewo klasyfikacyjne w Matlabie 

8. Przykład zastosowania drzewa klasyfikacyjnego 

9. Podsumowanie 

 
  



 

Drzewo klasyfikacyjne w Matlabie 
 

 
 

 Przykłady uczące (współrzędne punktów i ich klasy) 

x=[134 685;89 537;215 472;333 625;160 287;343 423;401 249;461 191;526 350;532 235;213 184; ... 
    308 112;449 551;494 691;514 463;563 600;651 492;689 633;768 694;639 314;715 186;799 284]; 
 
y=[2; 2; 2; 2; 2; 2; 2; 2; 2; 2; 1; 1; 1; 1; 1; 1; 1; 1; 1; 1; 1; 1]; 

  
 

  



 

Drzewo klasyfikacyjne w Matlabie 
 

 Przykłady uczące (współrzędne punktów i ich klasy) 

x=[134 685;89 537;215 472;333 625;160 287;343 423;401 249;461 191;526 350;532 235;213 184; ... 
    308 112;449 551;494 691;514 463;563 600;651 492;689 633;768 694;639 314;715 186;799 284]; 
 
y=[2; 2; 2; 2; 2; 2; 2; 2; 2; 2; 1; 1; 1; 1; 1; 1; 1; 1; 1; 1; 1; 1]; 

  

 

 Utworzenie drzewa klasyfikacyjnego 

tc = fitctree(x,y,'MinParentSize',1); 
 

'MinParentSize ' – minimalna liczba przykładów w węźle nieterminalnym 

'MinLeafSize'   – minimalna liczba przykładów w węźle terminalnym (liściu) 
'MaxNumSplits'   – maksymalna liczba podziałów zbioru danych (węzłów nieterminalnych) 
 

 

  

file:///C:/Program%20Files/MATLAB/R2018a/help/stats/fitctree.html%23bt6cr7t-MinLeafSize


 

Drzewo klasyfikacyjne w Matlabie 
 

 Wizualizacja drzewa 

view(tc,'Mode','graph') 
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 Wizualizacja drzewa 

view(tc,'Mode','graph') 
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Drzewo klasyfikacyjne w Matlabie 
 

 Wizualizacja drzewa 

view(tc,'Mode','graph') 
 

  



 

Drzewo klasyfikacyjne w Matlabie 
 

 Wizualizacja drzewa 

view(tc,'Mode','graph')         view(tc) 
 

 

 

 
 
 
 
1  if x1<547.5 then node 2 elseif x1>=547.5 then node 3 else 1 
2  if x2<187.5 then node 4 elseif x2>=187.5 then node 5 else 2 
3  class = 1 
4  class = 1 
5  if x1<425 then node 6 elseif x1>=425 then node 7 else 2 
6  class = 2 
7  if x2<406.5 then node 8 elseif x2>=406.5 then node 9 else 1 
8  class = 2 
9  class = 1 



 

Drzewo klasyfikacyjne w Matlabie 
 

 Klasyfikacja nowych przykładów 

Xnew = [530 120; 580 300; 180 600]; 
Ynew = predict(tc,Xnew) 
 
Ynew = 
 
     1 
     1 
     2 

 
 

 

 

 

 

 

 

 

                                



 

Drzewo klasyfikacyjne w Matlabie 
 

  Błąd klasyfikacji szacowany w procedurze kroswalidacji 

Kroswalidacja – procedura uczenia i oceny modelu, w której zbiór przykładów dzieli się losowo na m równolicznych, 

rozłącznych podzbiorów. Następnie kolejno każdy z tych podzbiorów bierze się jako zbiór walidacyjny, a pozostałe 

razem jako zbiór trenujący, którym uczy się model. Błąd generalizacji szacuje się uśredniając błędy walidacyjne 

obliczane po każdej z m sesji uczących.    

  

Podział zbioru danych

uczenie ocena

1 2 3 4 2+3+4 SUS 1 SUS

uczenie ocena

1 2 3 4 1+3+4 SUS 2 SUS

Uśrednienie

błędów

uczenie ocena walidacyjnych

1 2 3 4 1+2+4 SUS 3 SUS

uczenie ocena

1 2 3 4 1+2+3 SUS 4 SUS

 - zbiór trenujący  - zbiór walidacyjny



 

Drzewo klasyfikacyjne w Matlabie 
 

  Błąd klasyfikacji szacowany w procedurze kroswalidacji 

tccv = fitctree(x,y,'MinParentSize',1,'CrossVal','on'); 
 

 



 

Drzewo klasyfikacyjne w Matlabie 
 

  Błąd klasyfikacji szacowany w procedurze kroswalidacji 

tccv = fitctree(x,y,'MinParentSize',1,'CrossVal','on'); 
view(tccv.Trained{1},'Mode','graph') 
 

 

 
  



 

Drzewo klasyfikacyjne w Matlabie 
 

  Błąd klasyfikacji szacowany w procedurze kroswalidacji 

tccv = fitctree(x,y,'MinParentSize',1,'CrossVal','on'); 
view(tccv.Trained{1},'Mode','graph') 
 

 

E = kfoldLoss(tccv) 
E = 
    0.2727 

  



 

Drzewo klasyfikacyjne w Matlabie 
 

Przykład. Zaprojektuj drzewo klasyfikacyjne do klasyfikacji zbioru danych Ionosphere. 
 

 
 
 
 

  



 

Drzewo klasyfikacyjne w Matlabie 
 

Przykład. Zaprojektuj drzewo klasyfikacyjne do klasyfikacji zbioru danych Ionosphere. 
 

Załadowanie zbioru danych 
 
load ionosphere 
 

     

 



 

Drzewo klasyfikacyjne w Matlabie 
 

Dopasowanie drzewa 
 
ctree = fitctree(X,Y) 
 

 
 

  



 

Drzewo klasyfikacyjne w Matlabie 
 

Dopasowanie drzewa 
 
ctree = fitctree(X,Y) 
 

 
 

  



 

Drzewo klasyfikacyjne w Matlabie 
 

Dopasowanie drzewa 
 
ctree = fitctree(X,Y) 
 

 
 

  



 

Drzewo klasyfikacyjne w Matlabie 
 

Dopasowanie drzewa 
 
ctree = fitctree(X,Y) 
 

 
 

  



 

Drzewo klasyfikacyjne w Matlabie 
 

Dopasowanie drzewa 
 
ctree = fitctree(X,Y) 
 

 
 

  



 

Drzewo klasyfikacyjne w Matlabie 
 

Dopasowanie drzewa 
 
ctree = fitctree(X,Y) 
 

 
 

  



 

Drzewo klasyfikacyjne w Matlabie 
 

Dopasowanie drzewa 
 
ctree = fitctree(X,Y) 
 

 
 

  



 

Drzewo klasyfikacyjne w Matlabie 
 

Dopasowanie drzewa 
 
ctree = fitctree(X,Y) 
 

 
 

  



 

Drzewo klasyfikacyjne w Matlabie 
 

Dopasowanie drzewa 
 
ctree = fitctree(X,Y) 
 

 
 

  



 

Drzewo klasyfikacyjne w Matlabie 
 

Dopasowanie drzewa 
 
ctree = fitctree(X,Y) 
 

 
 

  



 

Drzewo klasyfikacyjne w Matlabie 
 

Dopasowanie drzewa 
 
ctree = fitctree(X,Y) 
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Dopasowanie drzewa 
 
ctree = fitctree(X,Y) 
 

 
 

  



 

Drzewo klasyfikacyjne w Matlabie 
 

Dopasowanie drzewa 
 
ctree = fitctree(X,Y) 
view(ctree,'mode','graph'); 
view(ctree); 
 

 

 1  if x5<0.23154 then node 2 elseif x5>=0.23154 then node 3 else g 
 2  if x5<0.04144 then node 4 elseif x5>=0.04144 then node 5 else b 
 3  if x27<0.999945 then node 6 elseif x27>=0.999945 then node 7 else g 
 4  class = b 
 5  if x24<-0.05605 then node 8 elseif x24>=-0.05605 then node 9 else b 
 6  if x8<-0.89669 then node 10 elseif x8>=-0.89669 then node 11 else g 
 7  if x1<0.5 then node 12 elseif x1>=0.5 then node 13 else b 
 8  class = g 
 9  class = b 
10  class = b 
11  if x3<0.73125 then node 14 elseif x3>=0.73125 then node 15 else g 
12  class = b 
13  if x3<0.73004 then node 16 elseif x3>=0.73004 then node 17 else b 
14  if x14<0.17103 then node 18 elseif x14>=0.17103 then node 19 else g 
15  if x10<-0.755855 then node 20 elseif x10>=-0.755855 then node 21 else g 
16  class = b 
17  if x22<0.47714 then node 22 elseif x22>=0.47714 then node 23 else g 
18  if x7<0.92561 then node 24 elseif x7>=0.92561 then node 25 else g 
19  if x6<0.23199 then node 26 elseif x6>=0.23199 then node 27 else b 
20  class = b 
21  if x4<-0.146965 then node 28 elseif x4>=-0.146965 then node 29 else g 
22  if x6<-0.727275 then node 30 elseif x6>=-0.727275 then node 31 else g 
23  class = b 
24  if x28<-0.23939 then node 32 elseif x28>=-0.23939 then node 33 else g 
25  class = b 
26  class = b 
27  class = g 
28  if x4<-0.15535 then node 34 elseif x4>=-0.15535 then node 35 else g 
29  class = g 
30  class = b 
31  if x4<-0.68006 then node 36 elseif x4>=-0.68006 then node 37 else g 
32  class = b 
33  class = g 
34  class = g 
35  class = b 
36  class = b 
37  class = g 



 

Drzewo klasyfikacyjne w Matlabie 
 

Błędy klasyfikacji dla zbioru uczącego  
 
Ynew = predict(ctree,X) 
 
Y1(cell2mat(Y)=='b')=0;  
Y1(cell2mat(Y)=='g')=1;  
Ynew1(cell2mat(Ynew)=='b')=0;  
Ynew1(cell2mat(Ynew)=='g')=1; 
 
plotconfusion(Y1,Ynew1) 
 
 
 
 
 

 

 

 

 

 

 



 

Drzewo klasyfikacyjne w Matlabie 
 

Błędy klasyfikacji estymowane w kroswalidacji  
 
cvctree = crossval(ctree); 
 
 

  



 

Drzewo klasyfikacyjne w Matlabie 
 

Błędy klasyfikacji estymowane w kroswalidacji  
 
cvctree = crossval(ctree); 
 
cvloss = kfoldLoss(cvctree) 
 
cvloss = 
 
    0.1140 
 

 
  



 

Drzewo klasyfikacyjne w Matlabie 
 

Dobór parametru MinParentSize 
 
err = nan(100,1); 
m=2:2:200; 
for i=1:100 
    tree = fitctree(X,Y,'MinParentSize',m(i),'CrossVal','on'); 
    err(i) = kfoldLoss(tree); 
end 
plot(m,err); 
xlabel('MinParentSize'); 
ylabel('Błąd kroswalidacji'); 
 



 

Drzewo klasyfikacyjne w Matlabie 
 

Dobór parametru MinParentSize 
 
err = nan(100,1); 
m=2:2:200; 
for i=1:100 
    tree = fitctree(X,Y,'MinParentSize',m(i),'CrossVal','on'); 
    err(i) = kfoldLoss(tree);  

end 
plot(m,err); 
xlabel('MinParentSize');  

ylabel('Błąd kroswalidacji'); 
  

 
 

            

MinParentSize = 4 MinParentSize = 176 



 

Drzewo klasyfikacyjne w Matlabie 
 

Dobór parametru MinParentSize 
 
m_opt = 176; 
  
OptimalTree = fitctree(X,Y,'MinParentSize',m_opt); 
 
 

 

  



 

Drzewo klasyfikacyjne w Matlabie 
 

Dobór parametru MinParentSize 
 
m_opt = 176; 
  
OptimalTree = fitctree(X,Y,'MinParentSize',m_opt); 
 
errOpt1 = resubLoss(OptimalTree) %błąd na zbiorze uczącym dla OptimalTree  
 
    0.0826 
 

err1 = resubLoss(ctree) %błąd na zbiorze uczącym dla ctree 
 
    0.0114 
 

  



 

Drzewo klasyfikacyjne w Matlabie 
 

Dobór parametru MinParentSize 
 
m_opt = 176; 
  
OptimalTree = fitctree(X,Y,'MinParentSize',m_opt); 
 
errOpt1 = resubLoss(OptimalTree) %błąd na zbiorze uczącym dla OptimalTree  
 
    0.0826 
 

err1 = resubLoss(ctree) %błąd na zbiorze uczącym dla ctree 
 
    0.0114 
 
errOpt2 = kfoldLoss(crossval(OptimalTree)) %błąd kroswalidacji dla OptimalTree 
 
    0.0997 
 
err2 = kfoldLoss(crossval(ctree)) %błąd kroswalidacji dla ctree 
 
    0.1140 

  



 

Drzewo klasyfikacyjne w Matlabie 
 

Przycinanie drzewa 
 
PruneTree = prune(ctree,'Level',1); 

  



 

Drzewo klasyfikacyjne w Matlabie 
 

Przycinanie drzewa 
 
err = nan(7,1); 
m=1:7; 
for i=1:7 
    tree = prune(ctree,'Level',m(i)); 
    err(i) = kfoldLoss(crossval(tree)); 
end 
plot(m,err); 
xlabel('Level'); 
ylabel('Błąd kroswalidacji'); 

  



 

Drzewo klasyfikacyjne w Matlabie 
 

Przycinanie drzewa 
 
err = nan(7,1); 
m=1:7; 
for i=1:7 
    tree = prune(ctree,'Level',m(i));  

    err(i) = kfoldLoss(crossval(tree)); 
end 
plot(m,err);  

xlabel('Level'); 
ylabel('Błąd kroswalidacji'); 

  
  



 

Drzewo klasyfikacyjne w Matlabie 
 

Przycinanie drzewa 
  
err = nan(7,1); 
m=1:7; 
for i=1:7 
    tree = prune(ctree,'Level',m(i));  

    err(i) = kfoldLoss(crossval(tree)); 
end 
plot(m,err); 
xlabel('Level'); 
ylabel('Błąd kroswalidacji'); 

 
PruneTree = prune(ctree,'Level',4); 
view(PruneTree,'Mode','graph'); 

  



 

Drzewo klasyfikacyjne w Matlabie 
 

Przycinanie drzewa 
  
err = nan(7,1); 
m=1:7; 
for i=1:7 
    tree = prune(ctree,'Level',m(i));  

    err(i) = kfoldLoss(crossval(tree)); 
end 
plot(m,err); 
xlabel('Level'); 
ylabel('Błąd kroswalidacji'); 

 
PruneTree = prune(ctree,'Level',4); 
view(PruneTree,'Mode','graph'); 
 
%błąd na zbiorze uczącym dla PruneTree 
errPrun1 = resubLoss(PruneTree)  
0.0513 
 
%błąd kroswalidacji dla PruneTree 
errPrun2 = kfoldLoss(crossval(PruneTree))  
0.1083  



 

Przykład zastosowania drzewa klasyfikacyjnego 
 

Drzewo klasyfikacyjne do wykrywania defektów materiałowych przy użyciu termografii aktywnej 
 
Układ pomiarowy 
 

 



 

Przykład zastosowania drzewa klasyfikacyjnego 
 

 
Próbka 

 

  



 

Przykład zastosowania drzewa klasyfikacyjnego 
 

 
Próbka jest nagrzewana przez czas t1. Później lampy są wyłączane. Rejestrujemy termogramy w fazie nagrzewania  
(t1) i stygnięcia (t2) z częstotliwością f Hz.  
 
Każdy termogram ma rozmiar 189×190 pikseli. 
 

Początek nagrzewania  Wyłączenie lamp Końcowa faza eksperymentu 

 
 



 

Przykład zastosowania drzewa klasyfikacyjnego 
 

 
Krzywe nagrzewania-stygnięcia   

 

 
  



 

Przykład zastosowania drzewa klasyfikacyjnego 
 

 
Drzewo klasyfikacyjne rozwiązuje problem klasyfikacji n wymiarowych wektorów x reprezentujących krzywe 
nagrzewania-stygnięcia zarejestrowane w poszczególnych punktach termogramu do jednej z dziesięciu klas 
odpowiadających rozmiarom defektów.  
 
Przykłady:  
 

xi = [Ti,1 Ti,2 … Ti,n],  i = 1, 2, …, 189×190 
 
Klasy:  
 

y = 0 – brak defektu, 1 – defekt 1, …, 9 – defekt 9 
 
Zbiór uczący:  
 

Ω = {(x1, y1),( x2, y2),…,(xN, yN)},  
zawiera N = 189×190 sklasyfikowanych przykładów  

 
 
  



 

Przykład zastosowania drzewa klasyfikacyjnego 
 

 
Wiązka krzywych N-S dla środkowego fragmentu termogramu 
 
 

       
 
 
 



 

Przykład zastosowania drzewa klasyfikacyjnego 
 

 
Rozmiar pasma wspólnego dla klas „bez defektu” i „defekt” 
 

 

             



 

Przykład zastosowania drzewa klasyfikacyjnego 
 

 
Drzewo decyzyjne dla środkowego fragmentu termogramu 
 

 
 

 



 

Przykład zastosowania drzewa klasyfikacyjnego 
 

 
Podział przestrzeni wejściowej dla środkowego fragmentu termogramu 
 
 

 
 



 

Przykład zastosowania drzewa klasyfikacyjnego 
 

 
Jak długość przykładu x wpływa na błąd? 
 
 

 
 
 



 

Przykład zastosowania drzewa klasyfikacyjnego 
 

 
Zadanie rozpoznawania dziewięciu defektów 
 
Problem niezrównoważenia klas: 

 do klasy 0 należy ponad 90% przykładów 

 do klasy 1 należy ok. 3% przykładów 

 do klasy 9 należy ok. 0,06% przykładów 

 
Zagrożenie – klasy o niewielkich licznościach będą rozpoznawane z niską dokładnością 
 

 
 
 
 
 



 

Przykład zastosowania drzewa klasyfikacyjnego 
 

 
Drzewo decyzyjne dla dziesięciu klas 

 



 

Przykład zastosowania drzewa klasyfikacyjnego 
 

 
Tablica pomyłek dla dziesięciu klas 

 



 

Przykład zastosowania drzewa klasyfikacyjnego 
 

 
Poprawne i przewidywane rozkłady klas  

 

      
 



 

Przykład zastosowania drzewa klasyfikacyjnego 
 

 
Dokładność klasyfikacji dla fazy nagrzewania i schładzania 

 

 
Nagrzewanie 

 

Schładzanie 

 



 

Przykład zastosowania drzewa klasyfikacyjnego 
 

 
Dokładność w zależności od długości przykładu x 

 

 
 
  



 

Przykład zastosowania drzewa klasyfikacyjnego 
 

 
Dokładność w zależności od częstotliwości próbkowania – 1 Hz zamiast 15 Hz 

 

 
 
 

 



 

Podsumowanie 
 

 

 Model interpretowalny – reprezentacja drzewiasta lub zbiór reguł decyzyjnych "jeśli – to" 

 Czytelny algorytm konstrukcji modelu 

 Działanie na atrybutach nominalnych, porządkowych i ciągłych 

 Nie wymaga specjalnego przygotowania danych 

 Wbudowany mechanizm selekcji atrybutów 

 Podział przestrzeni cech na hiperprostopadłościany 

 Lokalna aproksymacja funkcji stałą wewnątrz hiperprostopadłościanu (aproksymacja dyskretna) 

 Zależnie od funkcji docelowej drzewo decyzyjne może pełnić rolę klasyfikatora lub modelu regresyjnego 

 Zachłanny algorytm optymalizacyjny nie zawsze prowadzi do optymalnych rozwiązań 

 Model niestabilny – niewielkie zmiany w danych uczących mogą powodować duże zmiany modelu 

 Na bazie drzew decyzyjnych budowane są komitety: lasy losowe, boosted decision trees (XGBoost, Light GMB, CatBoost)   

 


