SYSTEMY UCZACE SIE

WYKEAD 1. INFORMACIE WSTEPNE




PLAN WYKtADU

W 1 — Uczenie sie w ujeciu algorytmicznym.

W 2 — Uczenie sie indukcyjne.

W 3 — Liniowe metody klasyfikacji.

W 4 — Metody klasyfikacji oparte na rozktadach prawdopodobienistwa.
W 5 — Uczenie sie aproksymacji funkcji — podejscia parametryczne.

W 6 — Uczenie sie aproksymacji funkcji — podejscia nieparametryczne.
W 7 — Zarzadzanie danymi. Przeksztatcanie atrybutdw. Redukcja wymiarowosci problemu.
W 8 — Metody minimalnoodlegtosciowe.

W 9 — Drzewa decyzyjne.

W 10 — Maszyny wektoréw wspierajgcych.

W 11 — Sztuczne sieci neuronowe.

W 12 — Rodziny klasyfikatoréw. Komitety.

W 13 — Metody grupowania danych.

W 14 — Klasyfikacja i grupowanie danych — przykfady aplikacyjne.

W 15 — Regresja — przyktady aplikacyjne.



LITERATURA

[Cic]* Cichosz P.: Systemy uczgce sie. WNT, 2003 (i nowsze)
[Kor]* Koronacki J., Cwik J.: Statystyczne systemy uczqce sie. WNT, 2005 (i nowsze).

[Sko] Skorzybut M., Krzysko M., Gérecki T., Wotynski W.: Systemy uczqce sie. Rozpoznawanie wzorcow
analiza skupien i redukcja wymiarowosci. WNT 2009 (i nowsze).

[Cwi] Cwik J., Mielniczuk J.: Statystyczne systemy uczqce sie. Cwiczenia w oparciu o pakiet R. WNT
2009.

[Tib] Hastie T., Tibshirani R., Friedman J.: The Elements of Statistical Learning. Data Mining, Inference,
and Prediction. Springer, 2009. (http://statweb.stanford.edu/~tibs/ElemStatLearn/)

[Mit] Mitchell, T. M.: Machine Learning, McGraw-Hill, 1997.

Jacek Koronacki
" Jan Cwik

. Pawe Cichos satyibycrine
fystemy

vstemv g Uczace sie
uczace sicfl

" Literatura podstawowa do przedmiotu



DEFINICIE

Systemy uczgce sie (SUS, uczenie maszynowe, machine learning) — dziedzina wiedzy
taczaca sztuczng inteligencje, statystyke i rozpoznawanie obrazéw, ktdéra obejmuje
budowe i analize sztucznych systemoéw zdolnych do uczenia sie na podstawie danych.

Uczeniem sie systemu jest kazda autonomiczna zmiana w systemie zachodzaca na

podstawie doswiadczenn, ktéra prowadzi do poprawy jakosci jego dziatania. Zmiana

dotyczy "parametréw" systemu, ktére reprezentujg wiedze lub umiejetnosci systemu

(inaczej jego hipoteze) i decydujg o jego dziataniu.

System uczacy sie (uczen) — program komputerowy wykorzystujgcy pewien abstrakcyjny
"parametryzowany" algorytm rozwigzujgcy pewien problem. Uczenie sie polega na
dobraniu na podstawie doswiadczen (informacji trenujgcej) odpowiednich "parametrow".




SYSTEM UCZACY SIE

Wiedza moze byc¢:
* deklaratywna (opisujgca obiekty, sytuacje, zwigzki)

* proceduralna (umiejetnosci; opisujgca strategie osiggania celéw)

Przyktad — reprezentacja wiedzy dot. kolejnosci liter

Podejscie deklaratywne:

Fakty: A stoi przed B, B stoi przed C, C stoi przed D, ...
Reguta: Jezeli (X stoi przed Y) i (Y stoi przed Z) to (X stoi przed 2)

Podejscie proceduralne:

Procedura, ktéra poréwnuje kolejnos¢ liter wykorzystujac ich kody ASCII




MOTYWACJA

Dla naprawde ztozonych zadan trudno jest sformutowac wprost ustalone, petne i
poprawne algorytmy ich rozwigzywania. Ztozone problemy s3g trudne do opisu,
czesto nie posiadajg wystarczajgcych modeli teoretycznych albo ich uzyskanie jest
bardzo kosztowne.

Srodowisko lub warunki ulegaja zmianie po uruchomieniu programu. Program
powinien posiada¢ zdolno$¢ adaptacji. cztowieka, co nie jest mozliwe bez
adaptacyjnosci, zdolnosci do przystosowywania sie do zmieniajgcych sie sSrodowisk
i wymagan.

Czesto zbiory dostepnych danych sg zbyt duze i skomplikowane, aby mozna byto
wyszukiwa¢ w nich zaleznosci, klasyfikowa¢ obiekty itd. w sposéb
niezautomatyzowany.

Inteligentne systemy powinny by¢ w maksymalnym stopniu autonomiczne, czyli
zdolne do dziatania bez (zbyt duzej) ingerencji.



Systemy uczgace sie klasyfikuje sie w zaleznosci od:
*  metody reprezentacji wiedzy,
° sposobu uzywania wiedzy,

e 7rédtai postaci informacji trenujgcej oraz

* mechanizmu nabywania i doskonalenia wiedzy.

KLASYFIKACJIA SUS



REPREZENTACJA WIEDZY

Reprezentacja symboliczna — zorganizowane napisy, ktdrym mozna przypisac interpretacje
np.AB - C

Reprezentacja subsymboliczna — np. zbiory liczb lub faricuchdw binarnych, ktére tgcznie
reprezentujg pewna wiedze, wyrazong zwykle w postaci niezrozumiatej dla cztowieka

np. 001010100100100100001010101...

Przyktady metod reprezentacji wiedzy:

* drzewa decyzyjne

reguty: IF a>5 AND b=1 THEN C=true
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SPOSOB UZYWANIA WIEDZY

Sposdéb uzywania wiedzy zdeterminowany jest zadaniem stojgcym przed systemem. Do

najbardziej typowych zadan naleza:

Width

224
klasyfikacja, | °..
uczenie sie  19f , °
. 18 *
pojec " I
16 '
15 "

salmon

sea bass

» Lighiness

aproksymacja funkcji
(regresja)

-10 10 20

tllU 50 60 0.0 0.2 04 06 0.8 1.0 9



ZRODLA | POSTAC INFORMAC)I TREN UJACEJ

Gdy zrodtem informacji trenujacej jest "nauczyciel", ktéry podpowiada pozgdang odpowied?
systemu, méwimy o uczeniu nadzorowanym.

Zadanie SUS — poprawne (pozadane) odpowiedzi na informacje wejsciowe (wektory wejsciowe).
Proces uczenia polega na okresleniu algorytmu generowania tych odpowiedzi.

Informacja trenujgca instruuje ucznia, co do wtasciwego sposobu odpowiadania.

Informacja wejsciowa

. Informacja wyjsciowa
Uczen >

Informacja
trenujaca

Nauczyciel/krytyk
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ZRODLA | POSTAC INFORMACII TRENUJACEJ

Gdy informacja trenujaca jest niedostepna, mamy do czynienia z uczeniem bez nadzoru. Wtedy
system uczy sie witasciwych odpowiedzi wytacznie na podstawie informacji wejsciowe;j.
Przyktadem uczenia bez nauczyciela jest grupowanie danych.
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Inne metody uczenia:
° zwyrocznig (uczen zadaje pytania)

° przez eksperymentowanie (np. obserwowanie konsekwencji generowania pewnych
wy;jsc)

* ze wzmochieniem (z krytykiem)
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MECHANIZM NABYWANIA WIEDZY

Mechanizm nabywania wiedzy ma najczesciej charakter indukcyjny — jednostkowa informacja

trenujgca jest generalizowana w celu uzyskania ogdlnej wiedzy.

Indukcja — wnioskowanie, polegajace na wyprowadzeniu ogdlnych wnioskdéw z przestanek, ktore

sq poszczegolnymi przypadkami tych wnioskdw. W naukach empirycznych metoda polegajaca na

wprowadzeniu uogdlnien na podstawie eksperymentow i obserwacji faktéw, formutowaniu i

weryfikacji hipotez.

Strategie uczenia sie mozna podzieli¢ na:

bezposrednie zapisanie wiedzy
pozyskiwanie wiedzy na podstawie instrukcji
pozyskiwanie wiedzy na podstawie analogii

pozyskiwanie wiedzy na podstawie przyktadéw
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ZASTOSOWANIA SUS

Odkrycia w bazach danych (data mining)

Inteligentne sterowanie

Robotyka

Inzynieria oprogramowania

Diagnostyka medyczna i techniczna

Klasyfikowanie dokumentdow (selekcja stron www, identyfikacja spamu)
Prognozowanie (pogody, gietdy, zapotrzebowania, ...)

Rozpoznawanie obrazéw (pisma, mowy, twarzy, gendw, ...)

Detekcja zdarzen nietypowych

Grupowanie obiektéw (dokumentéw, gendw, ...)
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/ASTOSOWANIA SUS

Class-Specific Hough Forests for Object Detection
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/ASTOSOWANIA SUS

Real-time Facial Feature Detection using Conditional Regression Forests

Learning Probabilistic Non-Linear Latent Variable Models for Tracklng Complex Activities

Distance Matrix PCA GPLVM stochastic GPLVM
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ZASTOSOWANIA SUS

Neural Network for Recognition of Handwritten Digits in C#
./ 2’ 3 LI' 583 39 0 1 e 9_ "' N ‘"
8 A& o
It 8 -
2 TO 2 W_S B2 -
‘1-}0 = S————

16673 5236«7

How | built a neural network controlled self-driving (RC) car! (http://blog.davidsingleton.org/nnrccar/)
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/ASTOSOWANIA SUS

Learning to Prospectively Select Grasps (http://www.cs.ou.edu/~fagg/research/robotics.html)

Microarray data - supervised clustering of some of the 142 most significantly changed genes
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/ASTOSOWANIA SUS

Time Series Forecasting
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